VAE pour la détection d’anomalies en imagerie SAR
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Résumé — Dans ce papier, nous proposons une approche non supervisée pour la détection d’anomalies en imagerie SAR. Le
modele proposé combine une étape de despeckling en pré-traitement, un Auto-Encodeur Variationnel (VAE) de type 3-annealing
pour filtrer les anomalies de maniere non supervisé et un détecteur d’anomalies basé sur le changement de la matrice de covariance
en entrée et en sortie du réseau de (S-annealing VAE. Des expériences ont été menées sur des images polarimétriques SAR de
I’ONERA en bande X pour démontrer I’efficacité du Beta-Annealing VAE par rapport aux méthodes proposées dans la littérature.

Abstract — In this paper, we propose an unsupervised learning approach for anomaly detection in SAR imaging. The proposed
model combines a preprocessing despeckling step, a S-annealing Variational Auto-Encoder (VAE) for unsupervised anomaly
filtering, and an anomaly detector based on the change of the covariance matrix at the input and output of the 3-annealing VAE
network. Experiments have been carried out on X-band ONERA polarimetric SAR images to demonstrate the effectiveness of

Beta-Annealing VAE compared with the methods proposed in the literature.

1 Introduction

La détection d’anomalies en télédétection est un défi majeur
pour la surveillance de sites, la détection d’incendies de forét,
I’identification de cibles cachées et le suivi des changements
environnementaux, etc. Peu de travaux en apprentissage
profond ont été menés pour la detection d’anomalies en
imagerie SAR [1} [2| |3, 4] bien qu’elle ait été étudiée dans
de nombreux domaines comme I’imagerie médicale [J5]],
I’imagerie hyperspectrale [6]]. L’exploitation des données SAR
s’est fortement accrue suite a la mise en orbite de nombreux
satellites tels que TerraSAR-X et Sentinel. Cependant, le
manque d’annotation d’anomalies en SAR demeure un
probleme crucial pour entrainer les algorithmes supervisés. De
plus, les anomalies sont en général tres rares, ce qui rend un
entrainement supervisé inadapté. Dans ce contexte, I’emploi
d’algorithmes non supervisés est généralement préféré tel que
le détecteur de Reed-Xiaoli [7]].

Nous abordons le probleme de détection d’anomalies dans
I’imagerie SAR en nous inspirant de la méthodologie pro-
posée dans [3] qui consiste a quantifier une anomalie par
I’écart des caractéristiques d’une zone a la distribution nor-
male. L’ objectif est de créer une cartographie des anomalies
potentielles, pixel par pixel, a partir d’'une image SAR polari-
métrique. La premiere étape consiste a filtrer les fluctuations
de speckle présentes dans I’image SAR afin de réduire les
fausses détections. Ensuite, un beta-annealing VAE est mis
en place pour apprendre la distribution de I'image SAR sans
anomalie. Enfin, nous mesurons la différence entre ’image
reconstruite et I’'image despecklée afin de détecter les pixels
hors-distributions.

2 Schéma de détection d’anomalies

Le speckle est naturellement présent dans les images SAR.
Pour former une image, un systeme radar émet des impul-
sions électromagnétiques et collecte les signaux rétrodiffusés.
Ces signaux dépendent de plusieurs facteurs, notamment la
géométrie de la scene et les propriétés diélectriques des maté-
riaux, qui peuvent absorber une partie de I’énergie du signal,
le réfléchir ou le rétrodiffuser vers le capteur. Lors de la rétro-
diffusion, les signaux interagissent entre eux, créant ainsi un
phénomene de marche aléatoire. Ces interactions créent des
variations d’amplitude et de phase qui génerent de nombreuses
fausses alarmes, compliquant la détection d’anomalies. I est
donc crucial d’effectuer une étape de despeckling.

2.1 Despeckling

Contrairement a [3]], nous adoptons la stratégie proposée
par [[8] pour filtrer les fluctuations de speckle. L’algorithme
MERLIN consiste a minimiser la distance entre la partie réelle
et la partie imaginaire des signaux a valeurs complexes. Le
processus d’entrainement est auto-supervisé et ne requiert
aucune donnée annotée, car la composante imaginaire sert
de référence pour 1’apprentissage de la composante réelle et
vice versa. MERLIN présente de meilleures performances
par rapport aux approches [9, |10, |11} [12]] et comparable a
SAR2SAR [13]]. De plus, le processus d’entrainement ne
requiert pas une série temporelle d’images SAR.

Pour traiter des données polarimétriques, MERLIN fonction-
nant en mode mono-canal, nous 1’appliquons successivement a
chacun des canaux de I’'image. Ces derniers peuvent étre com-
binés ensemble pour former une image SAR polarimétrique
despecklée, dénotée X .
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FIGURE 1 : Architecture d’un Auto-Encodeur Variationnel. X’ et X dénotent I’image SAR despecklée et reconstruite par le VAE,

respectivement.

2.2 [(-annealing VAE

Les Auto-Encodeurs Variationnels VAE font partie de la fa-
mille des réseaux génératifs basés sur 1I’apprentissage profond.
Introduits dans [[14], ils visent & approcher la distribution des
données a I’aide d’une approche bayésienne variationnelle
et peuvent se reformuler de maniere équivalente comme un
auto-encodeur régularisé. La fonction de perte & minimiser est
alors composée d’une perte de reconstruction et d’un terme de
régularisation. L’architecture globale du VAE est illustrée a la

figure[T]
2.2.1 Architecture

Encodeur. L’encodeur comprime spatialement I’image SAR
filtrée par MERLIN F, £ X avec une séquence de N opéra-
tions de sous-échantillonnage :

Fi = Pool(E;(Fi_1)),Vi € [|]1; N|], )

avec F; € RPM-wici Ja carte des caractéristiques issue de
chaque bloc d’encodage, Pool I'opération MaxPooling
avec un facteur 2 et E; une opération formée de deux blocs
successifs chacun composé d’une couche de convolution
suivie d’une non-linéarité LeakyReL U. Des couches linéaires
en sortie du réseau permettent de calculer les parametres du
modele de la loi a posteriori p(z|X).

La reparamétrisation. Les VAEs modélisent la loi a
posteriori p(z|X) par la distribution donnée en sortie de
I’encodeur ¢(z|X) souvent supposée gaussienne, c-a-d
z|X ~ N (u(X),3(X)). Le processus d’apprentissage
nécessiterait d’échantillonner cette loi mais cette échantillon-
nage induit une fonction de perte non différentiable en les
parametres de 1’encodeur. Pour résoudre ce probleme, [14]]
considere une reparamétrisation de la loi en séparant 1’aléa
des parametres de cette loi, c’est-a-dire en échantillonnant
€ ~ N(0,I) et en effectuant un changement de variable
zZ =+ 0o ® econduisanta z ~ N (u, diag (0'02)) ou u et
o sont deux vecteurs estimés représentatifs de la moyenne et
de I’écart-type des composantes de z|X, et ou I’opérateur °2
représente le carré de chaque composante du vecteur.

Décodeur. Le décodeur essaie de reconstruire 1’image ori-
gine a partir de I’espace latent échantillonné, en passant sé-
. A z
quentiellement Gy = z par une séquence de blocs de sur-
échantillonnage :

G; = D;(Upsample(G;_1)), Vi € [|[I; N = 1]], (2)

Upsample caractérisant 1’opération de sur-échantillonnage
par un facteur 2 suivie par un bloc de décodage D, ayant le
méme composition que F;.

Opération de sortie. En sortie du décodeur, Gy _1 doit étre
surdimensionnée encore une fois afin de retrouver la taille de
I’image originale. Cela est traduit par :

Gn = LeakyReLU(Conv(Upsample(Gny-1))). (3)

Finalement, I’image reconstruite est obtenue par X =
Sigmoid(Conv(Out(Gy))), Sigmoid étant la fonction d’ac-
tivation finale et Conv 1’opération de convolution.

2.2.2 Fonctions d’optimisation

Le formalisme du VAE [14, Eqn. 3] conduit a minimiser la
fonction de perte ELBO (Evidence Lower BOund) :

ELBO = L"TEC - DKL(q(Z‘X)Hp<Z)) . (4)

ol Lyee = Egzx) [log (p(X|2)] avec p(X|z) la distribution
générative. Cette borne & minimiser comprend un terme de re-
construction et un terme de régularisation. Dans le cas d’un mo-
dele gaussien, la divergence de Kullback-Leibler (KL) s’écrit
sous la forme :

(1 + log(U?) — ,u? — 0‘?) ,

1

&)
ou ; et o; sont les composantes des vecteurs moyenne et
écart-type p et o respectivement.

Nous considérons ici une extension du VAE, le S-annealing
VAE, dans lequel I’importance du terme de régularisation est
pondérée par le coefficient S qui évolue de maniére cyclique
durant I’apprentissage. La nouvelle fonction de perte Ly 45 a
minimiser devient :

N | =

Drr(a(z|X)[[p(2)) = —

J
j=

‘CVAE = ['Tec + BDKL s (6)

Dans le cas d’une loi générative normale, la perte de recons-
truction s’exprime comme une perte L2. Dans ce papier, on
explore également une perte de reconstruction originale (au
sens du formalisme du VAE) en considérant une perte L1 (in-
terprétant comme une loi générative de Laplace) qui s’avere
plus robuste (moins sensible aux valeurs aberrantes) que la
perte L2. La perte L1 permet de relacher une contrainte de la
perte L2 qui force le réseau a trop fidelement reconstruire les
anomalies (qui apparaissent comme des points trés lumineux).

2.3 Détection de changements

Nous terminons le processus de détection d’anomalies en com-
parant les images reconstruites par le VAE avec les images des-
pecklées. Les images SAR, ayant une forte dynamique spatiale
et spectrale, suscitent donc un calcul des statistiques de ma-
nieére locale. Pour chaque pixel k € [|0; h—1|],1 € [|0;w—1]],



nous définissons un boxcar B, entourant et centrés sur le
pixel k,l. La norme de Frobenius mesure ensuite entre la
différence de variation autour de chaque pixel de I’image re-
construite et de I’image despecklée :

n a R 2
T M

ol ﬁ)k,l est la matrice de covariance des vecteurs des canaux
polarimétrique du bloc By, ;. Pour chaque bloc B, ; de I’'image
déspecklée X et identiquement pour I’image reconstruite X,
elle est calculée comme suit :

- 1 N T
EkX,l =B Z (Xij — likX,z) (X, — Nﬁl) , (8
| ’ i,jGBk,z
1
et iy, = Bl Z X; ; ol |By,| est le cardinal du box-

4,JEBK,1
car By, et oll 1Y, est sa moyenne empirique.

2.4 Détails d’implémentation

L’encodeur du VAE est constitué de N = 5 blocs d’encodage
ayant chacun une taille de canaux égale respectivement a 16,
32, 64, 128, 128. Le nombre de canaux de chaque bloc du
décodeur est I’inverse. Les couches de convolutions opérent
avec un noyau de taille 3 x 3 avec un pas de 1 x 1. Les
LeakyReLU ont tous une pente de 0.01. La taille de I’espace
latent z est fixée a 256.

Pour la mise en ceuvre, nous regroupons les patches pour
former un lot de taille 128 et utilisons 1’optimiseur Adam avec
un pas d’apprentissage de 0.0005. Le réseau est entrainé sur
500 époques. L’ estimation de la matrice de covariance pour le
calcul de la norme de Frobenius a été effectuée avec un boxcar
de taille 11 x 11.

Nous adoptons ainsi la stratégie de pour définir 5. Pen-
dant les 5 premiéres époques de 1’entrainement, [ reste a 0.
La variation cyclique commence a partir de la sixieme époque,
avec au total 4 cycles. Pour chaque cycle, 5 augmente linéaire-
ment entre 0 et 1, et reste & 1 uniquement sur 20% du temps a
la fin du cycle.

3 Résultats expérimentaux
3.1 Données

Notre VAE est entrainé sur une image SAR polarimétrique
(quad-pol) en bande X de dimensions spatial 4800 x 30000,
acquise par le capteur aéroporté SETHI de I’ONERA. Nous
utilisons 80% de 1’image pour I’entrainement, et réservons
20% restants pour les tests. Afin de réduire la dynamique de
I’image, nous éliminons les 5 centiles des valeurs les plus
élevées et les plus faibles. Durant la phase d’apprentissage,
I’image SAR est découpée en plusieurs patches de taille 256 x
256 avec un pas d’avancement de 100 pixels. Chaque patch est
soumis a une transformation logarithmique et est normalisé
entre 0 et 1 apreés quantification. Les anomalies n’étant pas
annotées au préalable, I’entralnement est donc non-supervisé.

3.2 Evaluations et performances

Nous comparons 1’approche AAE proposée dans [3] et I’ap-
proche VAE avec deux fonctions d’optimisation de reconstruc-
tion différentes L2 et L1 sur trois zones différentes, extraites

VAE - L2 AAE Déspecklée

VAE - L1

FIGURE 2 : Comparaison entre AAE, VAE entrainé avec la
fonction loss L2 et L1

| Métriques | AAE | VAE-L2 | VAE-L1 |
PSNR [ 33.19 [ 3146 32.41
SSIM | 0.866 | 0.886 0.892

TABLE 1 : Comparaison quantitative des trois réseaux.

de I’'image de test. On observe une route avec des véhicules et
une barriere dans ’image de gauche. Sur I’'image du milieu,
on trouve trois véhicules stationnant en dehors de la route.
L’image de droite montre une zone forestiere.

On remarque que les points brillants ont été fortement atté-
nués par les VAEs par rapport a I’AAE. Cependant, les images
reconstruites par les Auto-Encodeur Variationnels sont plus
flous. L’utilisation de la fonction d’optimisation L1 améliore
certes la qualité des images reconstruites, mais elle reste infé-
rieure a celle des images générées par 1’ Auto-Encodeur anta-
goniste. Les pixels les plus énergétiques sont moins affaiblis
dans le cas du VAE avec la L1 contrairement a notre hypothese
initiale. Nous utilisons les métriques PSNR et SSIM pour
analyser quantitativement chaque approche. Les résultats sont
présentés dans le tableau[I]

La figure [3| présente les cartes d’anomalies, dont les 2%
des valeurs les plus élevées ont été coupées. Visuellement, les
réseaux AAE et VAE génerent moins de fausses alarmes que le
détecteur Reed-Xiaoli. Cependant, ce dernier isole mieux les
forts échos, car il est calculé directement sur une image SAR
Single Look Complex. On observe une différence significa-
tive dans les zones arborées des cartes d’anomalies produites
par les réseaux AAE et VAE, due a la meilleure qualité de
reconstruction de I’AAE. Nous avons fixé la taille du boxcar a
11 x 11 pour permettre une comparaison équitable des cartes.
Etant donnée la différence entre I'image reconstruite et 'image
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FIGURE 3 : Comparaison de la carte des anomalies obtenue
par différentes méthodes de détection sur les patches décrits
dans la figure [2|: le détecteur Reed-Xiaoli [7]], 1a détecteur de
changement entre I’image reconstruite et ’image déspecklée
par notre VAE et par le réseau AAE proposé dans [3]].

déspecklée, un boxcar de taille différente pourrait produire
une carte avec des anomalies mieux définies.

4 Conclusion

Dans cet article, nous avons étudié 1’application des Auto-
Encodeurs Variationnels dans le schéma de détection d’anoma-
lies proposé dans [3]]. Visuellement, les cibles a fortes valeurs
ont été fortement atténués. Les images générées par notre
VAE ont certes une qualité inférieure, pourtant le calcul de
la carte des anomalies avec la norme Frobenius n’a pas pas
été fortement affecté. Une prochaine étape consiste a analy-
ser I'utilisation des réseaux neuronaux a valeurs complexes
afin d’exploiter I’information de la phase des images SAR
polarimétriques.
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